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В настоящей статье описаны некоторые аспекты построения и оценки качества мате-

матических моделей прогнозирования вероятности дефолта в рамках процесса оценки кре-
дитного риска контрагентов. Отдельное внимание уделяется вопросу калибровки построен-
ных моделей. В качестве метрик калибровки предлагается использовать оценку Брайера, а 
для проведения самой корректировки - калибровку Платта и изотоническую регрессию.  
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This article describes some aspects of building and assessing the quality of mathematical 
models for predicting the probability of default as part of the process of assessing the credit risk of 
counterparties. Special attention is paid to the issue of calibration of the constructed models. It is 
proposed to use Brayer's estimate as the calibration metrics, and Platt's calibration and isotonic re-
gression to carry out the correction itself. 

 
Деятельность компаний нефинансового сектора подвержена кредитным 

рискам, реализация которых может оказать негативное влияние на финансовые 
результаты, финансовую устойчивость и инвестиционную привлекательность 
компании для акционеров и инвесторов. В связи с чем, важно адекватно оцени-
вать уровень кредитного риска как для внутренних целей, так и для целей рас-
чета уровня резервов, создаваемых компаниями в рамках международных стан-
дартов финансовой отчетности (МСФО 9) [1]. 

Оценка кредитных рисков может осуществляться в разрезе актива, контр-
агента или портфеля контрагентов с использованием основных метрик кредит-
ного риска – EL, CVAR, ES.  Расчет кредитных метрик – с помощью оценки 
компонент кредитного риска – PD, LGD и EAD.  

Метрика EL применяется для оценки кредитного риска на уровне актива, 
контрагента и портфеля контрагентов. Уровень ожидаемых убытков по активу 
соответствует произведению всех компонент кредитного риска: 𝐸𝐿 = 𝑃𝐷 × 𝐿𝐺𝐷 × 𝐸𝐴𝐷, 
где 𝐸𝐴𝐷 (Exposure at Default) – сумма требований, подверженная риску дефол-
та; 𝐿𝐺𝐷 (Loss Given Default) – доля потерь при дефолте (в процентах от 
EAD); 
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PD (Probability of Default) - вероятность дефолта 
Вероятность дефолта отражает оценку вероятности того, что в течение 

определенного периода времени по активу или контрагенту произойдет собы-
тие дефолта. В зависимости от соотношения общей суммы задолженности 
контрагента и установленного порога материальности для оценки вероятности 
дефолта применяется индивидуальный или групповой подход. Для оценки ве-
роятности дефолта на индивидуальной основе (решения задачи классифика-
ции/оценки дефолта контрагента) можно использовать логистическую регрес-
сионную модель [2], для оценки параметров которой применяется метод мак-
симального правдоподобия. Вероятность дефолта при этом описывается логи-
стической функцией: 𝑃𝐷 =  11 + 𝑒ି(ఈାఉ௫೅) 𝛽 = (𝛽ଵ, 𝛽ଶ, … , 𝛽௞) – вектор коэффициентов, участвующий в решении оп-
тимизационной задачи. 𝑥 = (𝑥ଵ, 𝑥ଶ, … , 𝑥௞) – вектор финансовых показателей или характеристик 
контрагента. 

Оценки вероятности дефолта, получаемые при расчете на основе индиви-
дуального подхода, соответствуют однолетней вероятности дефолта, которая 
требует корректировки на срок инструмента. Для инструмента с ожидаемым 
сроком T (в месяцах), формула корректировки принимает следующий вид: 𝑃𝐷் = 1 − (1 − 𝑃𝐷ଵ௒) ೅భమ 
где PD1Y – однолетняя вероятность дефолта. 

Оценки вероятности дефолта, получаемые при расчете на основе группо-
вого подхода, учитывают срок задолженности на этапе построения и не нужда-
ются в корректировке. 

При необходимости проводится корректировка вероятности дефолта на 
макроэкономический прогноз Non-performing Loan (доля просроченной задол-
женности по кредитам в общем объеме ссуд) или Default Rate (фактический 
уровня дефолта, то есть отношение количества дефолтных обязательств к об-
щему количеству обязательств в портфеле компании.) 

 При построении индивидуальной модели PD рекомендуется проводить 
однофакторный анализ. Целью однофакторного анализа является отбор в пере-
чень для многофакторного анализа только тех факторов, которые обладают 
достаточной объясняющей силой, с точки зрения дискриминации дефолтных 
наблюдений, при этом не имея значительного уровня корреляции с другими 
объясняющими факторами, вошедшими в перечень. 

Для целей отбора факторов для используются Information Value и коэф-
фициент Gini. Подбор оптимального сочетания факторов осуществляется в 
рамках подхода «backward stepwise», основанном на поиске минимального зна-
чения AIC и максимального Gini. Для повышения точности отбора факторов 
используется q-fold кросс-валидация [3].   

Модель PD калибруется с целью преобразования рассчитанных вероятно-
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стей дефолта в значения, наиболее близко отражающие фактические. Целевой 
переменной для калибровки могут являться как внутренние (портфельные), так 
и внешние (рыночные) показатели дефолта [7]. Выборка, на основе которой 
рассчитываются модельные значения для целей калибровки, зависит от исполь-
зуемой целевой переменной: в случае калибровки на внутреннюю статистику 
дефолтов - выборка формируется из портфельных наблюдений, в случае калиб-
ровки на внешние данные - выборка должна состоять из тех компаний, на чью 
статистику производится калибровка (исключением является ситуация, когда 
портфельные данные репрезентативны по отношению ко внешним показате-
лям). 

При решении задачи оценки PD (выполнение классификации) часто тре-
буется не только предсказать (дефолтный) класс, но и получить вероятность со-
ответствующего класса. Эта вероятность дает вам некоторую уверенность в 
прогнозе. Некоторые модели могут давать плохие оценки вероятностей классов, 
а некоторые даже не позволяют вычислить вероятности (например, линейный 
классификатор опорных векторов). Хорошо откалиброванные классификаторы 
- это вероятностные классификаторы, выходные вероятности которых могут 
напрямую интерпретироваться как некоторый уровень уверенности. Например, 
хорошо откалиброванный классификатор принадлежности контрагента к де-
фолтному классу (бинарный) должен классифицировать наблюдения так, чтобы 
среди наблюдений, которым он присвоил вероятность дефолтного класса близ-
кую к 0,8, приблизительно 80% наблюдений действительно принадлежали де-
фолтному классу. Некоторые методы машинного обучения, такие как наивный 
байесовский классификатор и многослойные персептроны, известны своей вы-
сокой точностью. Несмотря на то, что данные модели могут иметь хорошую 
дискриминирующую способность, полученные вероятности рассеиваются к 
предельным точкам множества [4]. Например, среди наблюдений, которым 
присвоена вероятность 90%, только 70% могут действительно принадлежать 
положительному классу. Для оценки качества калибровки вероятностей ис-
пользуется оценка Брайера - среднеквадратичная разница между спрогнозиро-
ванной вероятностью и фактическим прогнозом [5]. 𝐵𝑟𝑖𝑒𝑟 =  ∑ (𝑝௜ − 𝑎௜)ଶே௜ 𝑁  𝑝௜ – спрогнозированная вероятность наблюдения 𝑖. 𝑎௜ – фактический прогноз класса наблюдения 𝑖. 

Следовательно, чем ниже оценка Брайера, тем лучше откалиброваны ве-
роятности.  

 



 
 

Пример сравнения качества калибровки вероятности 
положительного класса для трех различных классификаторов: 

логистической регрессии, градиентного бустинга и случайного леса 

 
На рисунке видно, что хуже всего откалиброваны «вероятнос

ного леса и линейного SVM. Случайный лес и линейный SVM имеют наибол
шие оценки в рамках оценки Брайера и логистической функции потерь. Также 
можно заметить, что кривая калибровки для SVM имеет вид сигмоиды.  

Для улучшения оценки Брайера может и
или изотоническая регрессия [6]. Изначально калибровка Платта предназнач
лась для преобразования результатов применения алгоритма опорных векторов 
(SVM) в вероятности, применив к первым соответствующее отображение 
(Функция Сигмоида). Обозначив результаты алгоритма как f(x) и отобразив их 
на сигмоиду, получаем:  

A и d -неизвестные параметры, для оценки которых используется ММП 
на отложенной выборке. Метод градиентного спуска применяется для поис
таких значений A и d, при которых решение удовлетворяет условию: 

 𝑎𝑟𝑔𝑚𝑖𝑛௣೔(−
 

где 𝑝௜ = ଵଵା௘ಲ೑೔శ೏ 
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сравнения качества калибровки вероятности 

положительного класса для трех различных классификаторов: 
логистической регрессии, градиентного бустинга и случайного леса 

(адаптация scikit-learn.org). 

На рисунке видно, что хуже всего откалиброваны «вероятнос
ного леса и линейного SVM. Случайный лес и линейный SVM имеют наибол
шие оценки в рамках оценки Брайера и логистической функции потерь. Также 
можно заметить, что кривая калибровки для SVM имеет вид сигмоиды.  

Для улучшения оценки Брайера может использоваться калибровка Платта 
или изотоническая регрессия [6]. Изначально калибровка Платта предназнач
лась для преобразования результатов применения алгоритма опорных векторов 
(SVM) в вероятности, применив к первым соответствующее отображение 

игмоида). Обозначив результаты алгоритма как f(x) и отобразив их 

𝑃(𝑦 = 1|𝑓) =  11 + 𝑒஺௙ାௗ 
неизвестные параметры, для оценки которых используется ММП 

на отложенной выборке. Метод градиентного спуска применяется для поис
таких значений A и d, при которых решение удовлетворяет условию: − ෍ (𝑦௜ log(𝑝௜) + (1 − 𝑦௜) log(1 − 𝑝ே௜

 

сравнения качества калибровки вероятности  
положительного класса для трех различных классификаторов:  

логистической регрессии, градиентного бустинга и случайного леса  

На рисунке видно, что хуже всего откалиброваны «вероятности» случай-
ного леса и линейного SVM. Случайный лес и линейный SVM имеют наиболь-
шие оценки в рамках оценки Брайера и логистической функции потерь. Также 
можно заметить, что кривая калибровки для SVM имеет вид сигмоиды.   

спользоваться калибровка Платта 
или изотоническая регрессия [6]. Изначально калибровка Платта предназнача-
лась для преобразования результатов применения алгоритма опорных векторов 
(SVM) в вероятности, применив к первым соответствующее отображение 

игмоида). Обозначив результаты алгоритма как f(x) и отобразив их 

неизвестные параметры, для оценки которых используется ММП 
на отложенной выборке. Метод градиентного спуска применяется для поиска 
таких значений A и d, при которых решение удовлетворяет условию:  𝑝௜)), 
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Альтернативой калибровки Платта является изотоническая регрессия [4]. 
Изотоническая регрессия - более общий метод, в отличие от калибровки Плат-
та, поскольку лишь предполагает, что 𝑦௜ = 𝑚(𝑓௜) + 𝜀௜, где m− это изотониче-
ская (монотонно возрастающая) функция. На отложенной выборке мы ищем та-
кую кусочно-постоянную функцию 𝜗 = 𝑎𝑟𝑔𝑚𝑖𝑛(− ∑ (𝑦௜ − 𝑧(𝑓௜)ଶ)ே௜  . Речь идет о 
минимизации среднеквадратичной ошибки между спрогнозированными веро-
ятностями положительного класса и фактическими значениями зависимой пе-
ременной). Сигмоидная калибровка Платта предполагает, что калибровочная 
кривая имеет вид сигмоиды, тогда как изотоническая калибровка может спра-
виться с любым видом калибровочной кривой при условии достаточного объе-
ма данных для калибровки. 
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